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Conceptos Previos

▶ Proceso Lineal General

▶ Proceso ARMA

▶ Representación de Wold

▶ Representación AR(∞)
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Estimación de Procesos ARMA

▶ Existen diversos métodos para realizar la estimación de
parámetros de los modelos ARMA.

▶ Método de los Momentos (Yule-Walker)
▶ Método de Mínimos Cuadrados Ordinarios
▶ Método de Mínimos Cuadrados Ponderados
▶ Método de Máxima Verosimilitud
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Estimadores de Yule-Walker

▶ Los estimadores de Yule-Walker también se conocen como el

método de los momentos en el cual los momentos teóricos se

igualan a los momentos empíricos.

▶ El procedimiento consiste en escribir los coe�cientes de un

modelo ARMA en término de las autocorrelaciones que son

conocidas.

▶ Por ejemplo, si {Yt} ∼ ARMA(p, q),

ϕ(B)Yt = θ(B)ϵt

Multiplicamos la ecuación anterior por Yt−j , j = 0, . . . , p
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Estimadores de Yule-Walker

▶ Ejemplo: Sea Yt un proceso AR(1) de�nido por:

Yt = ϕ1Yt−1 + ϵt

donde ϵt ∼ RB(0, σ2). Encuentre el estimador de Yule-Walker

de los paramétros λ = [ϕ, σ2]′.



Estimadores de Yule-Walker

▶ Supongamos Yt es un proceso AR(p) causal, es decir,

Yt = ϕ1Yt−1 + . . .+ ϕpYt−p + ϵt

donde ϵt ∼ RB(0, σ2).

▶ Sea ϕ = (ϕ1, ϕ2, . . . , ϕp)
′ y γ = (γ(1), γ(2), . . . , γ(p))′. Se

puede mostrar que,

σ̂2 = γ(0)− ϕ′γ (1)

▶ Además, sea Γp = [γ(i − j)]pi ,j=1
, los estimadores de

Yule-Walker resuelven el sistema

Γpϕ = γ

o equivalentemente

ϕ = Γ−1

p γ
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Estimadores de Yule-Walker

▶ Nota: Se puede usar la función de autocorrelación ρ(k) en vez

de la función de autocorrelacion γ(k) para simpli�car los

calculos.

▶ Sea ρ = (ρ(1), ρ(2), . . . , ρ(p))′. Se puede mostrar que,

ϕ = R−1

p ρ

y

σ̂2 = γ(0)[1− ρ′R−1

p ρ] (2)

donde Rp = [ρ(i − j)]pi ,j=1
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Procedimiento

1. Obtenemos los estimadores de la función de autocovarianza

como,

γ̂(k) =

n−k∑
t=1

YtYt+k

n

2. Obtenemos los estimadores de Yule-Walker de los paramétros

del modelo,

ϕ̂ = Γ̂p
−1

γ̂

3. Obtenemos el estimador de σ2

σ̂2 = ˆγ(0)− ϕ̂′γ̂
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Estimadores de Yule-Walker

▶ Teorema: Si {Xt} es un proceso causal AR(p) y ϕ̂ es el

estimador de Yule Walker de ϕ entonces,

√
n(ϕ̂− ϕ) ∼ AN(0, σ2Γ−1

p )

donde Γp es la matriz de varianza covarianza de orden p
de�nida por [γ(i − j)]pi ,j=1



Signi�cancia de los parámetros

▶ Para contrastar la hipótesis nula ϕk = 0 frente a la alternativa

de que ϕk ̸= 0 construimos el test-t

t =
ϕ̂k√
V[ϕ̂k ]

que asintóticamente sigue una distribución N(0, 1), siendo

V[ϕ̂k ] = akk/n donde akk = diag(σ̂2Γ̂−1
p )

▶ La hipótesis se rechaza si,∣∣∣∣∣∣ ϕ̂k√
V[ϕ̂k ]

∣∣∣∣∣∣ > z1−α/2

en donde z1−α/2 es el valor crítico tal que

P(Z > z1−α/2) = 1− α/2
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Estimación Mínimos Cuadrados Ordinarios

▶ Un método alternativo para estimar los parámetros de un

modelo AR(p) es a partir de un modelo de regresión lineal para

Yt con regresores Yt−1, . . . ,Yt−p y error ϵt .

▶ Dadas las observaciones Y1, . . . ,YN el modelo de regresión se

puede escribir de forma compacta en forma matricial,


Yp+1

Yp+2

...

YN

 =


Yp Yp−1 Yp−2 . . . Y1

Yp+1 Yp Yp−1 . . . Y2

...
...

...
...

YN−1 YN−2 YN−3 . . . YN−p




ϕ1
ϕ2
...

ϕp

+


ϵp+1
ϵp+2
...

ϵN


Y = XΦ+ Z (3)

con Φ = (ϕ1, ϕ2, . . . , ϕp) y Z = (ϵp+1, ϵp+2, . . . , ϵN)
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Estimación Mínimos Cuadrados Ordinarios

▶ El estimador de mínimos cuadrados (OLS) está dado por

Φ̂ = (XTX )−1XTY

▶ Se puede demostrar que (XTX )
N converge a Γ̂p

▶ Se puede demostrar que (XTY )
N converge a γ̂p

▶ Además, b.c.c.r,
√
N(Φ̂− Φ) es asintóticamente e�ciente y

normal con media cero y varianza σ2Γ−1
p

▶ Por lo tanto, el estimador de mínimos cuadrados es

asintóticamente equivalente al estimador de Yule-Walker
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Estimación Mínimos Cuadrados Ordinarios

▶ Teorema: Si {Xt} es un proceso causal AR(p) el estimador de

mínimos cuadrados Φ̂ = (XTX )−1XTY satisface

Φ̂− Φ
a∼ Np(0, σ

2(XTX )−1)

y

ŝ2
P→ σ2

donde σ2 = (ẐT Ẑ)
N−p , p = dim(X ) y Ẑ = Y − XΦ



Estimación Mínimos Cuadrados Ordinarios
▶ Ejemplo Para un proceso AR(1)

Yt = ϕYt−1 + ϵt , t = 1, . . . ,N

|ϕ| < 1 y Zt ∼ RB(0, σ2), los estimadores de mínimos

cuadrados ordinarios de ϕ y σ2 están dados por

ϕ̂ =

N∑
t=2

YtYt−1

N−1∑
t=1

Y 2
t

s2 =

N∑
t=2

(Yt − Φ̂Yt−1)
2

N − 1

Cuya distribución asintótica está dada por,

(ϕ̂− ϕ)
a∼ Np

0,
σ2

N−1∑
t=1

Y 2
t





Estimación Mínimos Cuadrados Ordinarios

▶ Ejemplo Considere
N∑
t=2

YtYt−1 = 1255.5,
N−1∑
t=1

Y 2
t = 2570.99,

N∑
t=2

(Yt − Φ̂Yt−1) = 2732.93 y N = 2000. Encuentre ϕ̂ y S2.

Además, veri�que si el parámetro estimado es

signi�cativamente distinta de cero.



Estimación Mínimos Cuadrados Ordinarios

▶ Observaciones

▶ En la práctica, σ2(XTX )−1 puede ser aproximado por
s2(XTX )−1 luego para muestras grandes se tiene que Φ̂ es
aproximadamente Normal (Φ̂, s2(XTX )−1). Este resultado
permite realizar test t o test F sobre los coe�cientes del
modelo.

▶ El estimador OLS en general no entrega coe�cientes Φ̂ tal que
Yt sea causal. En particular, en un proceso AR(1), en
contraste con el estimador de Yule-Walker puede ocurrir que
|ϕ̂| sea mayor que uno aunque el verdadero parámetro sea
menor que uno. Sin embargo, el estimador de mínimos
cuadrados es preferible en la práctica para muestras pequeñas
ya que ofrece sesgos más pequeños que los estimadores de
Yule- Walker, especialmente cuando las raíces de Φ(B) están
cerca del círculo unitario.



Estimación Mínimos Cuadrados Ordinarios

▶ Observaciones
▶ En la práctica, σ2(XTX )−1 puede ser aproximado por

s2(XTX )−1 luego para muestras grandes se tiene que Φ̂ es
aproximadamente Normal (Φ̂, s2(XTX )−1). Este resultado
permite realizar test t o test F sobre los coe�cientes del
modelo.

▶ El estimador OLS en general no entrega coe�cientes Φ̂ tal que
Yt sea causal. En particular, en un proceso AR(1), en
contraste con el estimador de Yule-Walker puede ocurrir que
|ϕ̂| sea mayor que uno aunque el verdadero parámetro sea
menor que uno. Sin embargo, el estimador de mínimos
cuadrados es preferible en la práctica para muestras pequeñas
ya que ofrece sesgos más pequeños que los estimadores de
Yule- Walker, especialmente cuando las raíces de Φ(B) están
cerca del círculo unitario.



Estimación Mínimos Cuadrados Ordinarios

▶ Observaciones
▶ En la práctica, σ2(XTX )−1 puede ser aproximado por

s2(XTX )−1 luego para muestras grandes se tiene que Φ̂ es
aproximadamente Normal (Φ̂, s2(XTX )−1). Este resultado
permite realizar test t o test F sobre los coe�cientes del
modelo.

▶ El estimador OLS en general no entrega coe�cientes Φ̂ tal que
Yt sea causal. En particular, en un proceso AR(1), en
contraste con el estimador de Yule-Walker puede ocurrir que
|ϕ̂| sea mayor que uno aunque el verdadero parámetro sea
menor que uno. Sin embargo, el estimador de mínimos
cuadrados es preferible en la práctica para muestras pequeñas
ya que ofrece sesgos más pequeños que los estimadores de
Yule- Walker, especialmente cuando las raíces de Φ(B) están
cerca del círculo unitario.



Estimación Mínimos Cuadrados Ordinarios

▶ Observaciones

▶ Para un proceso ARMA(p, q),
Yt = ϕ1Yt−1 + . . .+ ϕpYt−p + νt , donde
νt = ϵt + θ1ϵt−1 + . . .+ θqϵt−q, el modelo escrito en la forma
de regresión lineal queda Y = XΦ+ ν con Y,X,Φ de�nidos
igual que un modelo AR, pero,

V(ν) ̸= σ2I = Σνν(θ)

Por lo tanto, el mejor estimador para Φ está dado por el
estimador de mínimos cuadrados Generalizado (GLS),

Φ̂ =
(
XTΣνν(θ)

−1X
)−1

XTΣνν(θ)
−1Y

,
donde Σνν(θ) = σ2

(
XTΣνν(θ)

−1X
)−1

. Note que Φ̂ depende
de θ, luego para encontrar el GLS se requiere de métodos
numéricos.
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Estimación de Máxima Verosimilitud

▶ Suponga {Yt} ∼ ARMA(p, q), entonces

Yt − ϕ1Yt−1 − . . .− ϕpYt−p = ϵt + θ1ϵt−1 + . . .+ θqϵt−q

de�namos el vector Y = (Y1, . . . ,Yn)
′ ∈ Rn. Llamaremos

λ = (ϕ1, . . . , ϕp, θ1, . . . , θq, σ
2)′ ∈ Rp+q × R+ el vector de

parámetros del modelo ARMA(p, q).



Estimación de Máxima Verosimilitud

▶ Supongamos que las observaciones Y = (Y1, . . . ,Yn)
′ tienen

distribución Gaussiana con la siguiente matriz de varianzas

covarianzas,

Γλ = (γ(i − j))ni ,j=1
= (Cov(Yi ,Yj))

n
i ,j=1

▶ Como este proceso está centrado en cero, entonces la función

de verosimilitud esta dada por

L(λ) = (2π)−n/2|Γλ|−1/2 exp

{
−1

2
Y ′Γ−1

λ Y

}
▶ Luego la función de log-verosimilitud del proceso está dada

por:

L(λ) = −1

2
log |Γλ| −

1

2
Y ′Γ−1

λ Y
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Estimación de Máxima Verosimilitud

▶ Teorema Suponga que {Yt ∈ Z} es un proceso ARMA(p,q)

causal e invertible, es decir

Yt − ϕ1Yt−1 − . . .− ϕpYt−p = ϵt + θ1ϵt−1 + . . .+ θqϵt−q

con {ϵt} ∼ RB(0, σ2) y si Φ(.) y Θ(.) no tienes raices en

común, entonces sea β̂ = (ϕ̂1, . . . , ϕ̂p, θ̂1, . . . , θ̂q)
′ el estimador

de máxima verosimilitud, entonces,

√
n(β̂ − β)

a∼ N(0,V(β))



Estimación de Máxima Verosimilitud

▶ donde la matriz de covarianza asintotica se calcula como sigue

a continuación,

V(β) = σ2
[
E(UtU

′
t) E(UtV

′
t )

E(VtU
′
t) E(VtV

′
t )

]−1

donde Ut = (Ut , . . . ,Ut+1−p)
′, Vt = (Vt , . . . ,Vt+1−q)

′ y
{Ut}, {Vt} son procesos autorregresivos del tipo,

(1− ϕ1B − ϕ2B
2 − . . .− ϕpB

p)Ut = at

(1− θ1B − θ2B
2 − . . .− θpB

q)Vt = at

donde los {at}
iid∼ N(0, σ2). Para el caso p = 0,

V(β) = σ2[E(VtV
′
t )]

−1 y para q = 0 V(β) = σ2[E(UtU
′
t)]

−1



Estimación de Máxima Verosimilitud

▶ Ejemplo Sea Yt ∼ MA(1), tal que Yt = ϵt − θϵt−1, con

|θ| < 1. Encuentre la distribución asintótica del estimador

máximo verosímil de (θ).
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